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Stata R与Python：为何讲此题目Stata, R与Python：为何讲此题目

在机器学习与数据科学领域 直有 与 h• 在机器学习与数据科学领域，一直有R与Python
之争

• 经管社科领域的学人，通常熟悉Stata，但在大数
据时代 面临新的问题据时代，面临新的问题：

(1) 是否应学习一门新的语言？

(2) 究竟该学R，还是Python?
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Stata R与Python：为何由我讲此题目Stata, R与Python：为何由我讲此题目

经管社科领域的学人 般熟悉S 但很少知• 经管社科领域的学人，一般熟悉Stata，但很少知
道R或Python

• 统计学领域的学人，熟悉R，也知道Python，但较
少用S少用Stata

• 计算机领域的学人，熟悉Python，但很少用R或
Stata（当然，他们会更多的其他语言）

• 公平比较需要同时熟悉这三种语言
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Stata R与Python的起源基因Stata, R与Python的起源基因

年 言的前身 言 生• 1976年，R语言的前身S (Statistics) 语言诞生于
John M. Chambers领导的AT&T贝尔实验室统计
研究部 年 新 兰研究部。1993年，新西兰University of Auckland
的统计学家Ross Ihaka与Robert Gentleman为教
学目的开发出基于 语言的 语言学目的开发出基于S语言的R语言。

• William Gould(UCLA经济学学士、硕士与博士生)
与Sean Becketti (Stanford经济学博士)花了一年与Sean Becketti (Stanford经济学博士)花了 年
时间写代码(底层使用C语言)，于1984年12月在
美国经济学年会推出Stata 1.0。美国经济学年会推出Stata 1.0。

52021/5/11



Stata R与Python的起源基因(续)Stata, R与Python的起源基因(续)

年 荷兰人计算机科学家• 1989年12月，荷兰人计算机科学家Guido van 
Rossum为打发圣诞假期而开发的通用语言

并于 年正式发布Python，并于1991年正式发布。

• van Rossum 曾参与ABC语言的开发，但该语言
没有流行起来。 他彻底改进了ABC语言，使之开没有流行起来。 他彻底改进了ABC语言，使之开
源，并根据其喜欢的英国室内剧Monty Python将
其命名为Python。其命名为Python。
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经济学家的思维经济学家的思维

在考察经济 象时 般考虑 些 素• 在考察经济现象时，一般考虑哪些因素
（变量）起作用（包括遗漏变量），以及这些变
量之间的相 关系 相关 因果 逆向因果量之间的相互关系（相关、因果、逆向因果）

• 在多数“文科生”脑中，向量与矩阵可能并未扎
根根

Stata的变量就是数据(二维表矩阵)的 列• Stata的变量就是数据(二维表矩阵)的一列
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统计学家的思维统计学家的思维

• 统计学家的训练接近于数学家统计学家的训练接近于数学家

• 向量与矩阵对于统计学家很自然，故R语言中原
生定义了向量(vector)、矩阵(matrix)、数组
(array)、列表(list)、数据框(data frame)、函数( y) ( ) ( )
(function)等“对象”(object)

• Everything that exists is an object. Everything 
that happens is a function call. -- John M. 
Chambers     (解读：R中的所有东西都是对象，
R中的所有命令都是函数)
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计算机科学家的思维计算机科学家的思维

• 计算机科学家一般也接受很多数学训练，但专注于计计算机科学家 般也接受很多数学训练，但专注于计
算机，类似于工程师的思维 (需处理的信息类型比统
计学家更多样))

• 通用语言Python的原生对象： 数字(number)、字符
串串(string)、布尔型(Boolean)、列表(list)、元组(tuple)
、字典(dictionary)、集合(set)

• Numpy的对象：数组(array)，包含向量(vector)与矩
阵(matrix)阵(matrix)

• Pandas的对象：序列(series)、数据框(data frame)Pandas的对象：序列(series)、数据框(data frame)
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面向对象的编程范式面向对象的编程范式

面向对象编程• “面向对象编程”(Object-oriented Programming
，简记OOP)：同样一个命令(函数)，作用于不同
类型的对象 其效果不同 比如用 画不同的图类型的对象，其效果不同；比如用plot画不同的图

• Stata：无OOP （但mata中有OOP，类似于C或
Java，直接支持矩阵编程）Java，直接支持矩阵编程）

R 有OOP• R：有OOP
• Python：更为彻底的OOP
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Stata R与Python比较Stata, R与Python比较

1. 界面

2 数据管理

7. Decision Tree
8. Random Forest2. 数据管理

3. 描述性统计

8. Random Forest
9. Neural Network
10 帮助文件4. 画图 / 可视化

5 OLS

10. 帮助文件
11. 用户手册
12 总结5. OLS

6. Lasso
12. 总结
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1.1 Stata的界面的界面
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1.1 Stata的界面(续)：Do-file Editor的界面(续)
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1 2 RStudio的界面 (R)1.2 RStudio的界面 (R)
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1 3 Spyder的界面 (Python)1.3 Spyder的界面 (Python)
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2 1 Stata的数据管理2.1 Stata的数据管理

默认内存中只有 个数据集 特别适合经管社科类• 默认内存中只有1个数据集，特别适合经管社科类
的学术研究

• 但业界通常需要同时处理不同来源的多个数据集但业界通常需要同时处理不同来源的多个数据集
(框)与“对象”

• 2019年，Stata 16推出“multiple datasets in  
memory” 但每次仍主要使用“current frame”memory”，但每次仍主要使用“current frame”
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2 2 R与Python的数据管理2.2 R与Python的数据管理

与 然地 在内存中存放不 来 的多• R与Python天然地可在内存中存放不同来源的多
个数据集(框)与“对象”

• 若调用某个变量，须指定这是哪个数据集的变量若调用某个变量，须指定这是哪个数据集的变量

• R B t $ d (数据框Boston的medv变量)• R：Boston$medv (数据框Boston的medv变量)

• Python：Boston.medv 或 Boston[‘medv']
(属性, attribute) ( )
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案例：Boston Housing Data案例：Boston Housing Data
用此数据研究空气污染对• Harrison and Rubinfeld (1978)用此数据研究空气污染对

于房价的影响。包含1970年波士顿506个社区的14个变量
响应变量为社区房价中位数medv。响应变量为社区房价中位数medv。

• 特征变量包括平均房间数 rm 房屋年龄 age(1940年前所• 特征变量包括平均房间数 rm、房屋年龄 age(1940年前所
造房屋的比重)、黑人所占比重的平方 black、低端人口所
占百分比 lstat、人均犯罪率 crim、可建25,000平方英尺占百分比 stat、人均犯罪率 c 、可建 5,000平方英尺
以上大院的住宅用地比例 zn、非零售商业用地比例 indus
、生师比 ptratio ( pupil-teacher ratio)、房产税率 tax、是
否毗邻查尔斯 离波士顿 个就业中 的加权否毗邻查尔斯河 chas、距离波士顿五个就业中心的加权
平均距离 dis、高速公路可达性指标 rad、氮氧化物浓度
noxnox。
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3 1 描述性统计 Stata3.1 描述性统计-Stata
• summarize• summarize

    Variable          Obs        Mean    Std. dev.       Min        Max

        chas 506 .06917 .253994 0 1
       indus          506    11.13678    6.860353        .46      27.74
          zn          506    11.36364    23.32245          0        100
        crim          506    3.613524    8.601545     .00632    88.9762
                

         age          506     68.5749    28.14886        2.9        100
          rm          506    6.284634    .7026171      3.561       8.78
                                                                       
         nox          506    .5546951    .1158777       .385       .871

ptratio 506 18 45553 2 164946 12 6 22
                                                                       
         tax          506    408.2372    168.5371        187        711
         rad          506    9.549407    8.707259          1         24
         dis 506 3.795043 2.10571 1.1296 12.1265

        medv          506    22.53281    9.197104          5         50
       lstat          506    12.65306    7.141062       1.73      37.97
       black          506     356.674    91.29486        .32      396.9
     ptratio 506 18.45553 2.164946 12.6 22
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3 2 描述性统计-R3.2 描述性统计 R
> summary(Boston)
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3 3 描述性统计-Python3.3 描述性统计 Python
>>> Boston.describe()
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Python的“方法”(method)Python的 方法 (method)
• “Boston.describe()”的含义可理解为Boston.describe() 的含义可理解为
“describe(Boston)”，这种特殊的函数写法

称为“方法”(method)，在Python中很常见，便称为 方法 (method)，在Python中很常见，便
于函数的复合。

• 比如：h(g(f(x))) versus x.f().g().h()

• 在R中，只能写成h(g(f(x)))，或使用“管道
算子”(pipe operator) %>%
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4.1 画图 - Stata4.1 画图 Stata
• scatter medv rm
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4.2 画图 - R4.2 画图 R
> plot(Boston$rm,Boston$medv)
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4.2 画图 – R via ggplot24.2 画图 R via ggplot2
> library(ggplot2)
> ggplot(data=Boston) + 

geom point(mapping = aes(x=rm,geom_point(mapping  aes(x rm, 
y=medv))

• 一般认为 ggplot2 (grammar of graphics) 的画图
效果最美观 ( l t) 但语句更繁琐效果最美观 (elegant)，但语句更繁琐
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4.3 画图 – Python via Matplotlib4.3 画图 Python via Matplotlib
>>> import matplotlib.pyplot as plt
>>> plt.scatter(Boston.RM, 

Boston.MEDV)
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4.3 画图 – Python via Panda4.3 画图 Python via Panda
>>> import pandas as pd 
>>> Boston.plot.scatter(x = 'RM', y = 

'MEDV')
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4.3 画图 – Python via seaborn4.3 画图 Python via seaborn
>>> import seaborn as sns
>>> sns.scatterplot(x = 'RM', 

y = 'MEDV', data=Boston)y  MEDV , data Boston)
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5 1 OLS回归 Stata5.1 OLS回归 - Stata

• regress medv rm

Residual 22061 8792 504 43 7735698 R‐squared = 0 4835
       Model    20654.4162         1  20654.4162   Prob > F        =    0.0000
                                                   F(1, 504)       =    471.85
      Source         SS           df       MS      Number of obs   =       506

       Total    42716.2954       505  84.5867236   Root MSE        =    6.6162
                                                   Adj R‐squared   =    0.4825
   Residual    22061.8792 504 43.7735698 R‐squared = 0.4835

rm 9.102109 .4190266 21.72 0.000 8.278855 9.925363
                                                                              
        medv   Coefficient  Std. err.      t    P>|t|     [95% conf. interval]
                

                                                                              
       _cons    ‐34.67062   2.649803   ‐13.08   0.000    ‐39.87664    ‐29.4646
     rm     9.102109 .4190266 21.72   0.000 8.278855 9.925363
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5 1 OLS回归 Stata with robust S E5.1 OLS回归 – Stata with robust S.E.

• reg medv rm,robust

R‐squared = 0 4835
                                                Prob > F          =     0.0000
                                                F(1, 504)         =     189.53
Linear regression                               Number of obs     =        506

                                                                              

                                                Root MSE          =     6.6162
                 R‐squared = 0.4835

rm 9.102109 .6611539 13.77 0.000 7.803152 10.40107
                                                                              
        medv   Coefficient  std. err.      t    P>|t|     [95% conf. interval]
              Robust

                                                                              
       _cons    ‐34.67062    4.16736    ‐8.32   0.000    ‐42.85816   ‐26.48308
    rm     9.102109 .6611539 13.77   0.000 7.803152 10.40107
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5 2 OLS回归 - R5.2 OLS回归 R
> fit <- lm(medv~rm,data=Boston)> fit < lm(medv rm,data Boston)
> summary(fit)
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fit: List of 12 (包含12个成分的列表)fit: List of 12 (包含12个成分的列表)
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5 2 OLS回归 R with robust S E5.2 OLS回归 – R with robust S.E.

> library(car)        # companion to   
applied regression

> lib (l t t) # k f> library(lmtest)     # package for 
testing linear model

> fit < lm(medv~rm data=Boston)> fit <- lm(medv~rm,data=Boston)
> coeftest(fit, vcov = hccm )
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5.2 OLS回归 – R (对所有变量回归)5.2 OLS回归 R (对所有变量回归)
> fit <- lm(medv~.,data=Boston)
> summary(fit)
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5 3 OLS回归 Python5.3 OLS回归 - Python
>>> import numpy as np
>>> import pandas as pd 
>>> import statsmodels.formula.api

as smf
>>> model = smf.ols('MEDV ~ RM',  

data=Boston)data Boston)
>>> results = model.fit()
>>> results.summary()

372021/5/11



382021/5/11



5.3 OLS回归 – Python with robust S.E. 回归 y
>>> results_robust =   

model.fit(cov type='HC1')model.fit(cov_type HC1 )
>>> results_robust.summary()
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6.1 Lasso - Stata
• lasso linear medv crim zn indus chas nox
rm age dis rad tax ptratio black lstat,rm age dis rad tax ptratio black lstat, 
selection(cv, alllambdas) stop(0) 
rseed(12345) nolog

Selection: Cross‐validation No. of CV folds = 10
                                            No. of covariates =         13
Lasso linear model                          No. of obs        =        506

nonzero sample prediction
                                          No. of      Out‐of‐      CV mean
                                                                          

59 lambda before 0307358 11 0 7227 23 40918
       1      first lambda    6.777654         0       0.0011     84.32675
                                                                          
      ID       Description      lambda     coef.    R‐squared        error

          nonzero sample prediction

     100       last lambda    .0006778        13       0.7221     23.46378
      61      lambda after    .0255174        11       0.7227     23.40892
    * 60   selected lambda    .0280053        11       0.7227     23.40868

59     lambda before .0307358   11 0.7227 23.40918

40
* lambda selected by cross‐validation.
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6.1 Lasso coef path – Stata p
• coefpath,legend(on position(6) 
cols(5)) xunits(lnlambda) rawcoefscols(5)) xunits(lnlambda) rawcoefs
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6.1 Lasso CV plot – Stata p
• cvplot,xunits(lnlambda)
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6.1 Lasso coef – Stata 
• lassocoef, display(coef,penalized) 
sort(coef penalized)sort(coef,penalized)

                  active
                        

注：变量

          rm    3.864489
         nox   ‐16.31916
       _cons     34.4703

注：变量
age与
indus的

lstat ‐.5224817
     ptratio    ‐.930407
         dis   ‐1.397161

chas 2.683076
indus的
Lasso回归
系数为0，

tax ‐ 0098895
          zn    .0415227
        crim   ‐.0986721
         rad    .2542623

系数为0，
故未列出！

b b l l
Legend:
                        
       black    .0090293

tax ‐.0098895

43  o ‐ omitted
  e ‐ empty cell

b ‐ base level
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6 2 Lasso – R6.2 Lasso R 
> library(glmnet)> library(glmnet)
> x <- model.matrix(Boston$medv~.,

B t [ 14])[ 1]Boston[,-14])[,-1]   
# define data matrix w/o constant (去掉第1列)

B t $ d> y <- Boston$medv

> fit <- glmnet(x,y,alpha=1) #lasso
> plot(fit,xvar="lambda",label=TRUE)> plot(fit,xvar lambda ,label TRUE)
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Data (Design) MatrixData (Design) Matrix

 11 12 1Kx x x 
 



21 22 2Kx x x 
 
 


X

 
 
   

1 2n n nKx x x
 
 

行:  个体观测值(observation)；列: 变量(variable)
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6 2 Lasso CV plot – R6.2 Lasso CV plot R 
> t d(1)> set.seed(1)
> cvfit <- cv.glmnet(x,y,alpha=1)      

# 10-fold CV as default
> cvfit$lambda.min

# lambda.min that minimizes CV
> [1] 0.02551743[ ]

> l t( fit) # 同时显示MSE的正负标准差> plot(cvfit)   # 同时显示MSE的正负标准差
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6.2 Lasso coef – R
• coef(cvfit, s = "lambda.min")
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6 3 Lasso - Python6.3 Lasso Python
• from sklearn.linear_model import Lasso
• from sklearn.linear_model import lasso_path
• from sklearn.linear_model import LassoCV
• from sklearn preprocessing import StandardScaler• from sklearn.preprocessing import StandardScaler
• from sklearn.model_selection import Kfold
• from sklearn.model selection import  _ p

cross_val_score
• X_raw = Boston.iloc[:, :-1]

B t il [ 1]• y = Boston.iloc[:, -1]
• scaler = StandardScaler()
• X = scaler.fit transform(X raw)X  scaler.fit_transform(X_raw)
• model = Lasso(alpha=0.2)
• model.fit(X, y)
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6.3 Lasso – Python (续)y (续)
• model.coef_

• pd.DataFrame(model.coef_,   
index=X raw columns columns=['Coefficient'])index=X_raw.columns, columns=['Coefficient'])
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6.3 Lasso coef plot – Python p y
>>> alphas, coefs, _ = lasso_path(X, y, 

eps=1e-4)
>>> ax = plt.gca()
>>> ax.plot(alphas, coefs.T)
>>> ax.set_xscale('log')
>>> plt.xlabel('alpha (log scale)')
>>> plt.ylabel('Coefficients')
>>> plt.title('Lasso Cofficient Path')
>>> plt.axhline(0, linestyle='--', 

linewidth=1, color='k')
>>> plt.legend(X_raw.columns)
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6 3 Lasso coef – Python6.3 Lasso coef Python
>>> kfold KFold(n splits 10 shuffle True>>> kfold = KFold(n_splits=10, shuffle=True, 

random_state=1)
>>> alphas=np logspace(-3 -1 100)>>> alphas=np.logspace( 3, 1, 100)
>>> model = LassoCV(alphas=alphas, cv=kfold)
>>> model fit(X y)>>> model.fit(X, y)
>>> model.alpha_ 
0 028480358684358020.02848035868435802
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6.3 Lasso coef – Python (续)y (续)
>>> pd.DataFrame(model.coef_, 

i d lindex=X_raw.columns,
columns=['Coefficient'])
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6 3 Lasso CV plot – Python6.3 Lasso CV plot Python
>>> mse = np.mean(model.mse path , p _p _

axis=1)
>>> index min = np.argmin(mse)>>> index_min  np.argmin(mse)
>>> alphas[index_min] 
0 0035111917342151310.003511191734215131

• 备注：model.mse_path_可能有bug，故需要手
工画交叉验证图
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6 3 Lasso CV plot – Python(续)6.3 Lasso CV plot Python(续)
>>> alphas = np.logspace(-3, -1, 100)
>>> scores = []>>> scores = []
>>> for alpha in alphas:

model = Lasso(alpha=alpha)
kfold = KFold(n_splits=10, shuffle=True, random_state=1)
scores_val = -cross_val_score(model, X, y, cv=kfold, 
scoring='neg_mean_squared_error')
score = np.mean(scores_val)
scores append(score)scores.append(score)    

>>> mse = np.array(scores)
>>> index_min = np.argmin(mse)
>>> alphas[index min]p [ _ ]

>>> plt.plot(alphas, mse)
>>> plt.axvline(alphas[index_min], linestyle='--', linewidth=1, color='k')
>>> plt.xlabel('alpha')
>>> plt.ylabel('Mean Squared Error')
>>> plt.title('CV Error for Lasso')
>>> plt tight layout()>>> plt.tight_layout()
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7 1 Decision Tree Stata7.1 Decision Tree - Stata

使 官 命令 决策树• 可使用非官方命令 crtrees 估计决策树

• 但功能比较原始

• 2019年才推出 算法是否靠谱？• 2019年才推出，算法是否靠谱？
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7 2 Decision Tree R7.2 Decision Tree - R
> library(rpart)
> set.seed(1)    # set seed for random sampling
> t i < l (506 354) # 70% d l> train <- sample(506,354)  # 70% random sample
> set.seed(123)       # set seed for 10-fold CV
> fit <- rpart(medv~ data=Boston subset=train)> fit <- rpart(medv~.,data=Boston,subset=train) 

> op <- par(no.readonly = TRUE)> op < par(no.readonly  TRUE)
> par(mar=c(1,1,1,1))
> plot(fit,margin=0.1)p ( , g )
> text(fit)
> par(op)
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7 2 Decision Tree R (续)7.2 Decision Tree – R (续)
> library(rpart.plot)
> prp(fit,type=2)   # plot a rpart model
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7 2 Decision Tree R (预测)7.2 Decision Tree – R (预测)
d di (fi d [ i ])> tree.pred <- predict(fit,newdata=Boston[-train,]) 

> y.test <- Boston[-train,"medv"] 
> mean((tree.pred-y.test)^2) # MSE> mean((tree.pred y.test) 2)   # MSE 
[1] 36.2319

# Compare with OLS
> ols.fit <- lm(medv~.,Boston,subset=train)

l d di t( l fit> ols.pred <- predict(ols.fit,
newdata=Boston[-train,]) 

> mean((ols.pred-y.test)^2) p y
[1] 27.31196
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7 2 Decision Tree R (预测画图)7.2 Decision Tree – R (预测画图)

> plot(tree.pred,y.test,
main="Tree Prediction") 

> abline(0,1) 

> plot(ols.pred,y.test,
i i imain="OLS Prediction") 

> abline(0,1)
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7 3 Decision Tree Python7.3 Decision Tree – Python
f kl d l l ti i t t i t t lit>>> from sklearn.model_selection import train_test_split

>>> from sklearn.model_selection import KFold, StratifiedKFold
>>> from sklearn.model_selection import GridSearchCV
>>> from sklearn.tree import DecisionTreeRegressor,export_text
>>> from sklearn.tree import DecisionTreeClassifier, plot_tree
>>> from sklearn.datasets import load_boston

>>> Boston = load_boston()
>>> X_train, X_test, y_train, y_test =   

i li ( dtrain_test_split(Boston.data, Boston.target, 
test_size=0.3, random_state=0)

>>> model = DecisionTreeRegressor(max_depth=2, random_state=123)
>>> d l fit(X t i t i )>>> model.fit(X_train, y_train)
>>> plot_tree(model, feature_names=Boston.feature_names, 

node_ids=True, rounded=True, precision=2)
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7 3 Decision Tree CV Python7.3 Decision Tree CV – Python
d l i i ( d 123)>>> model = DecisionTreeRegressor(random_state=123)

>>> path = model.cost_complexity_pruning_path(X_train, 
y_train)

>>> param_grid = {'ccp_alpha': path.ccp_alphas} 
>>> kfold = KFold(n_splits=10, shuffle=True, 

random state=1)_
>>> model = 

GridSearchCV(DecisionTreeRegressor(random_state=123), 
param grid, cv=kfold)p _g , )

>>> model.fit(X_train, y_train)
>>> model = model.best_estimator_
>>> l t t ( d l f t B t f t>>> plot_tree(model, feature_names=Boston.feature_names, 

node_ids=True, rounded=True, precision=2)
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7 3 Decision Tree Python (预测)7.3 Decision Tree – Python (预测)
d d l di ( )>>> pred = model.predict(X_test)

>>> from sklearn.metrics import mean_squared_error
>>> mean squared error(y test, pred)>>> mean_squared_error(y_test, pred)
26.241625458064874 

>>> plt.scatter(pred, y_test, alpha=0.6)
>>> w = np.linspace(min(pred), max(pred), 100)

lt l t( )>>> plt.plot(w, w)
>>> plt.xlabel('pred')
>>> plt.ylabel('y test')>>> plt.ylabel( y_test )
>>> plt.title('Tree Prediction')
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8 1 Random Forest Stata8.1 Random Forest - Stata

使 官 命令• 可使用非官方命令 crtrees 或 rforest
估计随机森林估计随机森林

• rforest 调用Java backend in Weka

• 功能是否全面，算法是否靠谱？
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8 2 Random Forest - R8.2 Random Forest R
> library(randomForest) y( )
> set.seed(123) 
> forest.fit <- randomForest(medv~.,( ,

data=Boston,subset=train) 
# Default mtry=p/3 for regression# Default mtry p/3 for regression

> forest.fit
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8 2 Random Forest R (预测)8.2 Random Forest – R (预测)
f d di (f fi> forest.pred <- predict(forest.fit,

newdata=Boston[-train,]) 
> mean((forest.pred-y.test)^2)> mean((forest.pred y.test) 2) 
[1] 14.65405

> plot(forest.pred,y.test,
main="Random Forest Prediction") 

bli (0 1)> abline(0,1) 

# 变量重要性图(Variable Importance Plot)# 变量重要性图(Variable Importance Plot)
> varImpPlot(forest.fit,

main="Variable Importance Plot")
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8 3 Random Forest Python8.3 Random Forest – Python
f kl bl i>>> from sklearn.ensemble import  

RandomForestRegressor

>>> max_features=int(X_train.shape[1] / 3)
>>> model = RandomForestRegressor(n_estimators=500,   

f f d 0)max_features=max_features, random_state=0)
>>> model.fit(X_train, y_train)

>>> pred = model.predict(X_test)
>>> mean_squared_error(pred, y_test)
18.590988882368425
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8 3 Random Forest Python (预测画图)8.3 Random Forest – Python (预测画图)

>>> plt.scatter(pred, y_test, alpha=0.6)
>>> w = np.linspace(min(pred), max(pred), 

100)100)
>>> plt.plot(w, w)

lt l b l(' d')>>> plt.xlabel('pred')
>>> plt.ylabel('y_test')

i i i>>> plt.title('Random Forest Prediction')
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8 3 Random Forest Python (变量重要性)8.3 Random Forest – Python (变量重要性)

>>> sorted_index =  
model.feature_importances_.argsort()

>>> plt barh(range(X shape[1])>>> plt.barh(range(X.shape[1]),   
model.feature_importances_[sorted_index])

>>> plt.yticks(np.arange(X.shape[1]), 
X.columns[sorted_index])

>>> plt.xlabel('Feature Importance')
>>> plt.ylabel('Feature')
>>> plt.title('Random Forest')

l i h l ()>>> plt.tight_layout()
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9 1 Neural Network Stata9.1 Neural Network - Stata

使 官 命令 神 络模型• 可使用非官方命令 brain 估计神经网络模型

• 但功能有限
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9 2 Neural Network R9.2 Neural Network - R

在 中 使 前• 在R中，可使用 nnet 或 neuralnet 估计“前
馈神经网络” (feedforward neural 馈神 (
network)，但无法估计“卷积神经网络”
(convolution neural network)或“循环神经(convolution neural network)或 循环神经
网络”(recurrent neural network)等。

• 也可以通过Keras调用tensorflow，但易出也可以通过Keras调用tensorflow，但易出
错(Keras的底层语言为Python)
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9 2 Neural Network R (续)9.2 Neural Network – R (续)
> library(neuralnet)> library(neuralnet) 
> set.seed(123) 
> fit <-> fit <
neuralnet(medv~.,data=Boston_s[train,],

hidden=9,act.fct="logistic",hidden 9,act.fct logistic ,
linear.output = TRUE) 

> plot(fit,fontsize = 20)> plot(fit,fontsize  20) 
> pred <- pred*(max(Boston$medv)-

min(Boston$medv))+min(Boston$medv)( $ )) ( $ )
> mean((pred-y.test)^2) 
[1] 12.04135[1] 12.04135
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9.2 Neural Network – R (续2)(续 )
> # Optimal number of neurons (偷看了测试集)
MSE i (10)> MSE <- numeric(10)

> for (i in 1:10){
set.seed(123)set.seed(123)
fit <- neuralnet(medv~.,data=Boston_s[train,],

hidden= i,linear.output = TRUE)
pred <- predict(fit,Boston_s[-train,])
pred <- pred*(max(Boston$medv)-

min(Boston$medv))+min(Boston$medv)min(Boston$medv))+min(Boston$medv)
MSE[i] <- mean((pred-y.test)^2)

}
> plot(1:10,MSE,type="b",xlab="Number of Hidden 

Neurons",main="Boston Housing Data")
> bli ( hi h i (MSE) lt 2)> abline(v=which.min(MSE),lty=2)
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9 3 Neural Network Python9.3 Neural Network - Python

在 中 使 前馈神• 在Python中，可使用sklearn估计前馈神经
网络模型。更专业的深度学习框架包括网络模型 更专 的深度学习框架包括
tensorflow，PyTorch等。

• 一个简便方法是通过Keras调用tensorflow
，详见《机器学习及Python应用》

• 在此仅演示用sklearn估计神经网络
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9 3 Neural Network Python (续)9.3 Neural Network – Python (续)
f kl i i i S l>>> from sklearn.preprocessing import MinMaxScaler

>>> from sklearn.neural_network import MLPRegressor
>>> scaler = MinMaxScaler()
>>> scaler.fit(X_train)
>>> X_train_s = scaler.transform(X_train)
>>> X test s = scaler transform(X test)>>> X_test_s = scaler.transform(X_test)
>>> model = MLPRegressor(solver='lbfgs', 

hidden_layer_sizes=(9,), random_state=123, 
max iter=10000)max_iter=10000)

>>> model.fit(X_train_s, y_train)
>>> pred = model.predict(X_test_s)
>>> mean_squared_error(pred, y_test)
19.571499847444066
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9 3 Neural Network Python (续2)9.3 Neural Network – Python (续2)

考察神经网络的权重矩阵# 考察神经网络的权重矩阵

>>> table = pd.DataFrame(model.coefs_[0],  
index=Boston.feature_names,     
columns=[1 2 3 4 5 6 7 8 9])columns=[1,2,3,4,5,6,7,8,9])

>>> sns.heatmap(table, cmap='Blues', 
annot=True)annot True)

>>> plt.xlabel('Neuron')
>>> plt title('Neural Network Weights')>>> plt.title( Neural Network Weights )
>>> plt.tight_layout()
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10 1 帮助文件 Stata10.1 帮助文件 - Stata
• help reg• help reg
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10.2 帮助文件 - R10.2 帮助文件 R
> ?lm
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10.3 帮助文件 - Python10.3 帮助文件 Python
> smf.ols?
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11 1 用户手册 Stata11.1 用户手册 - Stata
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11 2 用户手册 R11.2 用户手册 - R

有些 包有 小品文 相当 用• 有些R包有“小品文”(vignette)，相当于用
户手册。

• 比如，打开机器学习R包caret的小品文

> vignette('caret')

• 但许多R包没有小品文，更多地依赖于网络
搜索或发帖获得帮助搜索或发帖获得帮助
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11 3 用户手册 Python11.3 用户手册 - Python

官 有• Python官网有Python Documentations

• https://www.python.org/doc/

• 机器学习的Python包sklearn的官网有很好的
网页版用户手册 含案例）网页版用户手册（含案例）

• https://sklearn.org/
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12 总结12. 总结

St t 在 定范围内(计量经济学)易学易用 但• Stata：在一定范围内(计量经济学)易学易用，但
出此范围则较弱(比如机器学习)，依赖于Stata公
司 成本较高 影响力局限于学术界司，成本较高。影响力局限于学术界。

• R：为统计而生 擅长统计推断 开源免费 在• R：为统计而生，擅长统计推断，开源免费。在
神经网络方面较弱。

• Python：计算机的主流语言，通用而全能，为业
界所青睐。统计推断(比如标准误，p值)较弱。界所青睐。统计推断(比如标准误，p值)较弱。

• 建议：选择最适合你的语言，而非最时髦的语言
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终极考量终极考量

接 济 家• Stata：接轨(计量)经济学家

• R：接轨统计学家

• Python：接轨计算机科学家• Python：接轨计算机科学家

• 进一步学习的资源(含在经管领域的应用)
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